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摘要：为解决军事职业教育在线成绩预测中的高漏检率和高误报率问题，提出一种基于在线学习成绩分析的两

阶段长短期记忆网络(two-stage long short-term memory，TS-LSTM)成绩预测模型。加权损失(weighted loss，WL)

函数，向少数类别分配更高的权重，实现高检测率和低误报率；将 LSTM 修改为短期门控-长短期记忆网络(short-term 

gated LSTM，STG-LSTM)模拟在线学习成绩的短期变化，有效抑制与预测风险类别标签相关的大量误报。实验结果

表明，该模型可突出学生重考课程变化，准确率高，与其他模型相比，F1 分数提高了 28.8%。 
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Online Learning Crisis Prediction Method for Military Vocational  

Education Based on TS-LSTM Network 
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Absrtact: In order to solve the problem of high miss rate and high false alarm rate in the online grade prediction of 

military vocational education, this paper proposes a two-stage stage long short memory (TS-LSTM) grade prediction model 

based on online learning grade analysis. The weighted loss (WL) function assigns higher weights to a few categories to 

achieve a high detection rate and a low false alarm rate; the LSTM is modified to a short -term gate-long short-term memory 

network (STG-LSTM) to simulate short-term changes in online learning performance, which effectively suppresses a large 

number of false alarms associated with the prediction of risk category labels. The experimental results show that the model 

can highlight the changes in the course of students' reexamination, and has high accuracy; compared with other models, the 

F1 score has increased by 28.8%. 

Keywords: online learning performance prediction; online learning crisis; long and short -term memory network; 
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0 引言 

在大规模在线开放课程平台 (massive open 

online course，MOOC)中，在线学习者退课率高、

参与性不强仍是影响教学效果的主要原因 [1]，军事

职业教育平台亦存在同样问题。其中，在线学习危

机——指学生在一段时间内成绩持续不良，尤其无

法通过结业考试取得合格综合成绩——是制约学习

质量的关键因素 [2]。对这类学生开展学习分析，有

助于教师实施早期干预。在学习分析的多个方向中，

基于数据的在线学习成绩预测对制定干预策略尤为

关键 [1]。笔者将“危机学生”定义为预计综合成绩

低于及格线的学生。准确预测至关重要，高误报率

导致干预资源浪费，高漏检率则使真正处于危机中 

的学生错失支持，加剧退课风险 [3]。现有预测多基

于平台上的平时成绩、结业考试与互动数据 [4-5]，并

采用长短期记忆网络 (long short-term memory，

LSTM)建模时序动态[6]。然而，LSTM 难以有效捕

捉成绩的短期波动——而知识习得受社会经济、心

理和环境等因素影响，常表现为阶段性变化，并显

著作用于最终成绩 [7]。现有 LSTM 架构未充分建模

此类短期动态，且在漏检率与误报率之间难以平衡，

给教学管理带来挑战：误报消耗大量跟踪资源，漏

检则剥夺学生获得帮助的机会 [8]。 

笔 者 提 出 一 种 两 阶 段 长 短 期 记 忆 网 络

(TS-LSTM)模型，以实现高检测率与低误报率。该

模型基于学生历史课程的综合成绩=平时成绩+结

业考试成绩，预测其在试点课程中的表现，并将预 
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计所有注册课程均不及格者识别为危机学生。

TS-LSTM 包含： 1) 采用加权损失 (WL)函数的

LSTM，通过对少数类(风险类别）赋予更高权重，

降低预测误差，提升检出率；2) 引入短期门控-长

短 期 记 忆 网 络 (short-term gated LSTM ，

STG-LSTM)，通过建模连续两学期成绩的短期变化

调整状态更新，有效抑制误报。 

1  相关研究 

预测具有在线学习危机的学生是教育干预研究

的重要主题 [9-10]，常见任务包括退课风险预测或下

学期成绩预测[11]。早期研究多采用 logistic 回归模

型，以学生历史考试成绩为输入，模拟学习表现并

根据预设阈值输出“退课”或“非退课”类别 [12]；

也有工作结合课程中各类学习活动的成绩进行动态

退课预测。此外，J48 决策树被用于识别特定课程

对成绩的影响[13]，支持向量机(SVM)则被用作特征

提取器以提升预测性能 [14]。 

近年来，开始关注学习成绩的时序动态建   

模[15]，其教育学基础源于建构主义理论——即知识

通过先前学习逐步建构，前期表现影响后续成果。

在此背景下，LSTM 被广泛应用于成绩预测：既可

用于基于前几学期成绩预测某学期平均绩点，又可

针对单门课程进行成绩预测，突出其在时间维度上

的建模优势。 

学期 s 的成绩向量由 1×L 向量给出： 

 , , , ,,
, ,i l s i L Si s

x x=   x 。 (1) 

式中：xi,l,s 为先前的考试成绩；s 为学期；l 为先前

课程；i 为学生；L 为先前课程的总数，当学生在该

学期没有注册课程 l 时，xi,l,s=是空元素。学生的先

前课程成绩可以表示为 L×S 矩阵： 

 T T

,1 ,, ,i i i sx x =  X 。 (2) 

式中 S 为数据分析中的学期总数。有了上面的内容，

Xi 形成了一系列向量，这些向量封装了学生获取学

习成果的能力(以成绩衡量)，作为在即将到来的考

试中的成绩预测的特征。此外，Xi 允许模型考虑学

生重新尝试新课程。LSTM 的公式为： 
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式中：ui, s、fi, s 和 oi, s 分别为更新门、遗忘门和输出

门，这些控制门调节存储在单元状态 ci, s 和 hi, s 中的

信息，允许 LSTM 实现长期记忆；不同门单元中的

输入 xi, s 和隐藏状态 hi, s-1 的权重矩阵分别为 W 和

V；变量 ,i sc 和 b 分别为单元输入激活向量和偏置；

σ 和 tanh 为激活函数。学生实现课程学习成果的能

力被编码在隐藏状态 hi, s 中，当新课程的成绩可用

时更新。经由全连接(FC)层实现特定课程的预测成

绩 ˆ
iy ： 

 
T

,
ˆ

i i sy h b= +w 。 (4) 

式中 w和 b 分别为 FC 层的权重向量和偏置标量。 

2  两阶段长短期记忆网络架构 

首先，所提出的两级架构采用与处于风险或处

于非风险类别频率相反加权的损失函数，来实现高

检测率，同时保持低误报率。然后，使用这种加权

损 失 长 短 期 记 忆 网 络 (weighted-loss LSTM ，

WL-LSTM)的预测成绩来检测有风险的学生。为了

抑制与预测的风险类别标签相关的大量错误警报，

第二阶段采用了 STG-LSTM，将 LSTM 修改为对学

习成绩的短期变化进行建模。 

2.1  LSTM 成绩预测 

LSTM 中数据序列之间的长期依赖性导致成绩

预测中的误报率高。对于每个学生 i，课程通过率

使用 pi=ρi/ϵi 计算，其中 ρi 表示学生已经通过的课程

数量，而变量 ϵi 表示完成的课程数量，即式(2)中定

义的 Xi 的非空元素数量。如果学生已经完成了所有

以前的课程，而没有重新报课，则 ϵi=L，即通过率

描述了学生表现的长期一致性。为了从另一个角度

反映长期一致性，计算每个学员所有测试课程的平

均先前成绩： 
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如果学生的长期表现(通过 pi和 qi量化)呈现出

与实际危机学生类似的分布，则会导致学生分类错

误。错误识别为在线学习危机学生的长尾通过率分

布与实际在线学习危机学生的分布相似。另一方 

面，与高危学生相比，未检测到的高危学生获得了

更高的 pi 和 qi 值。由于学生表现出的短期表现差 

异，尽管通过率很高或平均分数很高，但仍可能导

致后续测试课程不及格。上面的示例性实验强调，

单独使用 LSTM 建模并不能有效地实现良好的预测
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准确度。 

2.2  TS-LSTM 第一阶段加权损失动态建模 

为了在第一阶段实现高的真阳性率，在训练过

程中引入了加权损失函数，为有风险和无风险标签

分配不同的样本权重。WL-LSTM 模型由 LSTM 和

FC 层组成。将 NAR 和
AR

N 分别定义为数据集中有风

险和无在线学习危机学生的数量，定义的加权均方

误差(WMSE)如下： 

 
AR AR2 2

1 1
AR AR

At - risk loss Non - at - risk loss

WMSE=
1 1

ˆ ˆ| | + | |

N

N N

i i j Ji j

w

y y y y
N N= =



− −  。 (6) 

式中：yi 为学生获得的实际成绩；wN 为施加在与风

险标签相关的损失上的权重。加强了少数类别(在案

例中为风险学生的类别)的损失函数，有效地降低了

预测误差，提高了风险学生的检出率。从 WL-LSTM

预测的成绩中识别出有风险的学生将被用作

TS-LSTM 下一阶段的输入。 

2.3  TS-LSTM 第二阶段的短时动态建模 

学业成绩可能会由于外界条件而表现出短期变

化，因此建立短期成绩预测模型非常重要。第二阶

段中的 STG-LSTM 考虑了连续两个学期 s-1 和 s 的

学习成绩变化，以抑制误报率。这些变化由特征向

量 ri, s 描述。其中 xi, s 已在式(1)中定义，使用这些

短期性能特征向量经由 gi, s 和 ci, s 更新存储单元中

的信息。公式为： 

 ,
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式中：Wg 和 Vg 为权重矩阵；bg 为短期门 gj, s 的偏

置项。3 个门 ui, s、fi, s、oi, s 输入激活函数 ,i sc 和隐藏

状态 hi, s 与式(3)中定义的相同。短期门 gi, s 和遗忘

门 fi, s 都从式(8)中的先前单元状态 ci, s-1 更新控制信

息。最后的隐藏状态 hi, s 用于经由 FC 层如式(9)预

测成绩，其中 w'和 b'是预测模型的第二阶段中的 FC

层的权重和偏置。这个预测的分数被用来确定学生

是否有风险。 

 T

,
ˆ

i i sy w h b = + 。 (9) 

式(8)中短期门利用 ri, s 和 ci, s-1 来确定性能的短

期变化如何影响单元状态更新。与使用 Sigmoid 函 

数的式(3)相反，采用 tanh 激活，以避免使用 Sigmoid

函数时在反向传播、梯度饱和和梯度更新沿不同方

向传播时出现与急剧阻尼梯度相关的问题。此外，

-1≤gi, s≤1 允许算法对性能变化和单元状态之间的

正关系和负关系进行建模。 

式(8)中，先前单元状态 ci, s-1 由遗忘门 fi, s 和短

期门 gi, s 两者加权。所提出的短期门在被传递到下

一个单元状态之前封装了与短期(正和负)性能变化

(通过 ri, s)和长期性能(通过 ci, s-1)有关的信息。与

LSTM 不同，输入激活 ,i sc 和先前的单元状态 ci,s-1

都由式 (3)中的当前输入和先前隐藏状态学习的门

加权，而式(8)中只有 ci,s-1 由 gi, s 和 fi, s 加权。这是

因为输入门 ui, s 不适合从单元状态中去除信息。因

此，在式(8)中用 gi, s 对 ui, s 进行加权是无效的。此

外，在输出门 oi, s 应用这种加权可能导致下一隐藏

状态中丢失相关信息。综上所述，第一阶段的

WL-LSTM 旨在实现少数类的低预测误差(导致高

检测率)，而第二阶段的 STG-LSTM 通过对学习成

绩的短期变化进行建模，进一步减少预测误差以及

减少随后的误报率。 

3  实验结果与讨论 

3.1  数据集、评估数据集和模型参数 

数据来自某职业教育在线平台 2018–2023 年

12 个学期的 20 门课程。训练集包含 2018–2022 年

10 个学期的 21 116 名学生(其中危机学生 1 592 人，

占比 7.53%)；测试集为 2023 年两个学期的 3 896

名学生(危机学生 171 人，占比 4.39%)。课程及格

线设为 40%，预测成绩低于该阈值者定义为危机学

生。模型性能通过平均绝对误差 (mean absolute 

error，MAE)评估回归精度，并采用召回率(R)、精

度(P)和 F1 分数评估危机学生的分类效果。LSTM 及

其变体使用 Adam 优化器训练，学习率设为

0.8×10
-3，权重通过 Xavier 初始化，激活函数为

ReLU。超参数通过网格搜索在训练集上以三重交叉

验证进行调优，最终模型在独立测试集上评估。 

3.2  加权损失函数对漏检率和误报的影响 

WL-LSTM 通过提高风险类别的损失权重，显

著提升召回率：当权重比 wN=9 时，召回率达 0.88，

但精度降至 0.14(误报率约 86%)，表明高检出伴随

高误报，凸显后续抑制误报的必要性。 

进一步比较 TS-LSTM、LR 和 SVM 的小提琴 
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图显示：LR 和 SVM 中误分类学生与真实危机学生

在长期成绩分布上高度相似。而 TS-LSTM 显著改

善了这一问题——其假阴性(漏检)主要集中在通过

率高于 80%的学生(LSTM 则为大于 50%)，说明加

权损失式(6)有效降低了漏检；同时，假阳性分布尾

部明显缩短，误报多来自较高通过率群体，归因于

STG-LSTM 对短期成绩变化的建模式(7)和(8)，有

效抑制了低通过率学生的误判。 

3.3  性能比较 

如表 1 所示将 TS-LSTM 与 LR、SVM 及 4 种

LSTM 变体 (LSTM、 WL-LSTM、 STG-LSTM、

WL-LSTM+LSTM)进行对比。其中 WL-LSTM+ 

LSTM 为两阶段模型：第一阶段为 WL-LSTM，第

二阶段为传统 LSTM。 

表 1  不同模型的性能比较 

模型 平均绝对误差 平均 F1 分数 

LR 0.127 0.222 

SVM 0.128 0.226 

LSTM 0.118 0.295 

WL-LSTM 0.124 0.332 

STG-LSTM 0.121 0.364 

WL-LSTM+LSTM 0.120 0.339 

TS-LSTM 0.112 0.380 

LR 和 SVM 因忽略成绩的时间动态，表现最差

(MAE≈0.127～0.128)。所有两阶段模型均优于单

阶段模型，表明分阶段设计有效。TS-LSTM 取得

最低 MAE(0.112)，优于 WL-LSTM+LSTM(0.120)，

验证了对短期成绩变化建模的重要性。 

在分类性能上，TS-LSTM 的 F1 分数达 0.380，

较标准 LSTM(0.295)提升 28.8%，为所有模型最优。

准确率和召回率如表 2 所示。 

表 2  A1 课程风险学生检测的准确率和召回率 

模型 准确率 召回率 

LR 0.261 4 0.555 6 

SVM 0.266 7 0.527 8 

LSTM 0.317 5 0.555 6 

WL-LSTM 0.280 0 0.777 8 

STG-LSTM 0.328 6 0.638 9 

WL-LSTM+LSTM 0.311 5 0.527 8 

TS-LSTM 0.343 8 0.611 1 

WL-LSTM 通过加权损失提高召回率(0.777 8)，

但精度较低(0.280 0)；而 WL-LSTM+ LSTM 虽精

度略升至 0.311 5，召回率却降至 0.527 8，说明传统

LSTM 无法有效过滤第一阶段引入的误报——因其

难以区分长期成绩分布相似但短期趋势不同的  

学生。 

相比之下，TS-LSTM 在 A1 课程中实现 0.343 8

的最高精度与 0.611 1 的高召回率，表明 STG-LSTM

作为第二阶段能有效利用短期变化式 (7)和(8)抑制

误报，同时保持较高检出能力。结果证实：第一阶

段 WL-LSTM 降低漏检，第二阶段 STG-LSTM 抑

制误报，二者协同实现最佳平衡。 

4  结论 

笔者提出一种 TS-LSTM 用于在线课程成绩预

测，以识别具有在线学习危机的学生。为实现高检

测率并降低误报，该模型在第一阶段引入 WL 函数，

通过对风险类样本的损失赋予更高权重，减少预测

误差；第二阶段采用 STG-LSTM，专门建模学习成

绩的短期变化——因误分类学生在长期成绩分布上

常与真实危机学生相似，需依赖短期动态加以区分。

实验基于某高校 3 个院系 17 门本科课程数据，结果

表明 TS-LSTM 优于现有成绩预测算法。该模型已

集成至在线教学平台的学习行为分析功能中，可及

时预警潜在危机学生，并将预警信息与相关数据推

送至课程管理者、教师团队及平台开发团队，支持

教师制定针对性早期干预措施。 
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